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Neste trabalho foi estendido um algoritmo existente (branch and bound espacial Pereira e Secchi, 2000) destinado à problemas MINLP  para que este resolva problemas envolvendo restrições de igualdade. Basicamente este algoritmo consiste em uma busca em árvore sobre o espaço de variáveis binárias, uma busca branch and bound é conduzida para determinar limites inferiores na solução de subproblemas LP e , quando encontrada uma solução inteira, problemas NLP. Separadamente foi implementado outro algoritmo para solução do mesmo tipo de problemas, mas este resolvendo sempre subproblemas NLP. Uma comparação dos dois algoritmos deixou claro que ambas as abordagens têm suas vantagens e desvantagens.


O algoritmo que baseia-se na solução de subproblemas LP é referido no texto abaixo apenas como MINLP, neste foram feitas apenas pequenas alterações para que resolvesse, também, problemas envolvendo restrições de igualdade.

O algoritmo implementado que, na sua busca em arvore, resolve subproblemas NLP será chamado daqui em diante de MINLPN, e sua descrição segue abaixo.

São considerados problemas MINLP da forma:




z = min S(x,y)


s. a.: 
h(x,y) = 0

g(x,y) ( 0

x ( X ( (n,  y ( Y = {0,1}q  

Passo 1 – O usuário fornece ou o algoritmo arbitra valores iniciais para as variáveis binárias y e variáveis contínuas x.

Passo 2 – Inicia-se resolvendo um NLP onde as variáveis binárias são relaxadas, encontrando-se uma solução viável ou não. Se foi encontrada solução viável vá para o passo 3, caso contrário: ou o problema não tem solução viável, ou há grandes características de não-convexidade. Neste caso uma mensagem é reportada ao usuário e uma nova tentativa de inicialização é feita com outros valores iniciais para as variáveis (estes novos valores são gerados aleatoriamente, respeitando o intervalo de validade das variáveis). A cada tentativa um contador é incrementado e caso este atinja seu valor máximo o algoritmo pára e reporta não ter encontrado solução viável.
Passo 3 – Se a solução encontrada é inteira então é a solução do problema e terminou o algoritmo. Se a solução é não inteira os valores de y são aproximados ao valor inteiro mais próximo e um novo NLP é resolvido com y fixo fornecendo a solução (x0,y0), a qual corresponde um valor da função objetivo f. Se esta solução (x0,y0) é viável então este é guardado como o limite superior atual zu = f, caso contrário zu = (. É criada uma lista de subproblemas NLP’s onde, neste ponto, o único subproblema é o resolvido anteriormente e sua solução marcada como não inteira. Segue no passo 4.

Passo 4 – Se não há mais subproblemas NLP’s na lista para serem resolvidos, então a solução é a melhor solução atual e terminou o algoritmo. Caso contrário, haverá uma ramificação na árvore de busca com a criação de dois nós filhos, isto é, dois novos subproblemas NLP. A criação desses novos subproblemas NLP será feita da seguinte forma, seleciona-se dentro da solução do último 
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, onde “j” é o número do nó e “k” é o número do nó pai, o “yi”  cujo valor fracionário encontra-se mais distante dos extremos 0 e 1 e adiciona-se as restrições yi = 0 e yi = 1 para os subproblemas 
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, respectivamente. Substitui-se o problema pelos dois subproblemas filhos na lista de NLP’s. Segue no passo 5.

Passo 5 – Se no final da lista de NLP’s tem-se dois problemas filhos para serem resolvidos que têm o mesmo problema pai, então se faz o seguinte:

i) resolve-se o 
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. Se o valor da função objetivo 
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, ou este problema é inviável, então o mesmo é desconsiderado. Caso 
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 seja uma solução inteira, segue-se para o passo 6;

ii) resolve-se o 
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. Se o valor da função objetivo 
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, ou este problema é inviável, então o mesmo é desconsiderado. Caso 
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 seja uma solução inteira, segue-se para o passo 6;

iii) se 
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, inverte-se 
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, no armazenamento de NLP’s.

Caso contrário (isto é, existe somente um problema filho), resolve-se o 
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, ou este problema é inviável, então o mesmo é desconsiderado. Se zj é uma solução inteira, segue-se para passo 6.

Retornar ao passo 4.

Passo 6 – Se a solução do NLP corrente zNLP < zu, faz-se zu = zNLP e o problema atual é guardado como a melhor solução. Como a melhor solução atual foi substituída, é verificada a possibilidade da eliminação de NLP’s que possuam limite inferior superior ao novo limite superior. Se zNLP  (  zu, este nó pode ser desprezado e continua-se com o limite superior anterior.

Retornar ao passo 4.

Os dois algoritmos implementados foram comparados da seguinte forma: foram dadas estimativas iniciais aleatórias ambos os algoritmos e o tempo para a obtenção da solução guardado. Este procedimento foi repetido 50 vezes para cada um dos problemas testes (teste1, teste2, minlp1, minlp2, ..., minlp6). Os tempos para a obtenção da solução, para alguns testes, aparece na Tabela1. Os problemas testex são as únicos que apresentam restrições de igualdade, sendo que no caso do teste2 esta restrição é não linear. Desta forma, o algoritmo que utiliza-se de LP's para a solução dos seus subproblemas não conseguiu obter a solução para quase nenhuma estimativa inicial.

Figura 1. Comparação dos tempos e/ou ótimos encontrados para alguns testes (n = número de variáveis contínuas, m = número de variáveis binárias e nh = número de restrições de igualdade).
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[image: image16.emf]0 5 10 15 20 25 30 35 40 45 50

0.2

0.4

0.6

0.8

1

1.2

1.4

1.6

1.8

Número da corrida

Tempo gasto (s)

minlp2, n = 1 m = 3 nh = 0

MINLPN

MINLP 
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Figura 1. (Continuação) Comparação dos tempos e/ou ótimos encontrados para alguns testes(n = número de variáveis contínuas, m = número de variáveis binárias e nh = número de restrições de igualdade).
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(e)
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(h)

Observa-se que, em alguns casos, o MINLP não encontra o ótimo global da função objetivo, o que ocorre devido a não convexidades no problema. Exemplos onde isto ocorre são os problemas minlp4 e minlp7, figura1 (e) e (h). Para o caso do primeiro exemplo o que ocorre é que o LP do nó onde encontra-se o mínimo global (1 0 1) fornece um valor inferior maior que o limite superior atual (nó 1 1 0), e este é desconsiderado. Este tipo de problema é contornado no MINLPN quando o grau de não convexidade é pequeno, como verificado nos testes acima, onde tal algoritmo termina sempre no mínimo global, enquanto o MINLP recai em mínimos locais para algumas estimativas iniciais.

Para casos que envolvem um pequeno número de variáveis binárias ou grande não linearidade o algoritmo MINLPN obtém a solução de forma mais rápida (figuras 1 (a)-(c)). Para problemas com grande número de variáveis binárias o MINLP fornece a solução mais rapidamente (figura 1 (g)), devido ao grande custo da solução dos subproblemas NLP de grande dimensão que são resolvidos pelo novo algoritmo.
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